
Test-Time Training (TTT)





Motivation for Test-Time Training

• Self-attention受限于O(�2)的二次计算复杂度，其推理延迟与显存占用
随序列长度呈非线性增长。

• RNN 架构通过将历史上下文显式压缩至固定维度的隐状态中，实现了 
�(1) 的单步推理复杂度和线性级扩展性速度快且高效，但在长上下文
任务中缺乏表达能力。

• 挑战在于压缩长序列又不丢失上下文。

• 模型需要在复杂度和表达能力之间取得平衡。



Overview of Test-time Training
• 核心想法: 模型的权重�设置为隐藏状态，更新隐藏状态进行长文本记忆

• 更新规则: a gradient step on the self-supervised loss ℓ

• 辅助任务：在没有标签的测试阶段，创造一个“学习目标” ℓ ，以便让模型算出梯度来更新隐藏状态



如何设计辅助任务

• 辅助任务被设计为：重构和去噪

• 模型并不直接看到完整的输入 Token ��，而是看到一个被“破坏”
或“降维”后的版本，称为部分信息 ��。模型�(也就是TTT层)的任
务是利用残缺的��去恢复/猜测出原始的 ��。

• 用这个Loss对权重W求导，进行梯度下降

�(�; ��) =  ||�(��; �) − ��||2



Key-value Binding (TTT-KVB)

• 从“重建�”到绑定“�, �”

• 模仿Transformer的关联存储，引入�K和��，使得权重�可以捕捉到更为
复杂的特征，增强自监督任务的“隐状态表现力”。



TTT总结



Better perplexity and Fewer FLOPs

• 通过mini-batch和对偶形式等技巧提高 TTT 层的硬件效率，TTT-
Linear可以以更小的FLOPs达到同样的困惑度。



Better use of long context

• 与Transformer类似，TTT-Linear可以通过以更多标记为条件来不
断降低困惑度，而Mamba在上下文达到16k后就无法做到这一点
了。



Constant Forward Time per tokens

• 随着上下文长度的增加，Transformer的每个token前向时间呈线性增长，但其他两种方法的
每个token前向时间大致保持不变。

• 在8k上下文之后，TTT-Linear比Transformer更快，且与Mamba相当。



Beyond 32K



Limitations

• 非端到端优化目标，导致训练和测试时优化目标不一致，使得长
序列建模能力降低。

• 每一层都引入新的训练参数�K和�V，导致计算量增大

• 当处理的token量过大时（超过32K），Loss会反弹，长文本建模
能力下降

• 考虑到计算效率，隐藏状态较小（用LoRA实现），限制了隐藏状
态的存储能力





• 去掉了每一层的“辅助任务”

• 改为Next-Token Prediction，实现了端到端

• 将训练时的优化目标和测试时的最终目标统一

• 将长文本建模构建为“持续学习”问题（打通了训
练和测试界限）

端到端



• 局部上下文（短期记忆）：由滑动窗口
注意力负责。SWA存在于每一层，已经
处理好了最近的几千个token的信息。

• 全局上下文（长期记忆）：由TTT更新的
动态层负责。

• 双层MLP，冻结其中一个，更新另一个，
增加一个静态的、额外的MLP层，用于
存储预训练知识，防止遗忘。

架构分工：长短期记忆的协同



引入元学习

模拟“test-time training”
1. 输入序列：给模型一段长文本
2. 内循环演练：模型从当前的W0出发。每读到一个mini-batch的数据，就根据公式计算梯度，

并临时更新权重，得到�1, �2, …。
3. 评估表现：看看这些更新后的权重（如��−1）在预测下一个batch的token时准不准。

计算“元梯度”，并在外循环更新
1. 如果模型更新后的权重预测得不准，系统会产生一个损失
2. 由于��−1是从�0经过梯度下降计算得到，可以用反向传播计算出梯度的梯度，更新�0

• 为什么需要元学习出最佳初始参数��：在传统的动态评估（Dynamic Evaluation）中，模型是
在标准预训练下优化 � 的，并没有考虑到 � 会在测试时被进一步修改 。

• 元学习的解决方案：通过外循环优化�0，模型在训练时学会了在测试时看到新上下文并进行梯
度更新时表现较好。



• 由于推理时，每处理一个batch都要进
行一次反向传播来更新权重。（尤其是
涉及元学习，需要计算梯度的梯度）

• 如果更新全网络的所有参数，推理速度
会显著变慢，只更新每个Block中1/4的
MLP层可以同时兼顾极高性能和降低计
算量

仅更新部分网络



在保持RNN级恒定速度的同时，实现全注意力机制的性能扩展

Loss ∆  =   Lossi − Lossfull ����



稳健性：
Loss ∆  =   Lossi − Lossfull ����

• 虽然没有展示规模更大时候的效果，但是趋势显示，当继续scale up，loss会依旧低于full attention

• 当训练token数不断拉高，loss也会保持平缓。



TTT-E2E与baseline的比较



消融实验：



Limitations
• 训练延迟较高，训练时间极长，换取较快推理时间



Limitations
• 本质上还是有损压缩，全线不如Full attention


