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The Entropy Mechanism of Reinforcement Learning forReasoning
Language Models
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熵崩溃 (Entropy Collapse)

在没有干预的RL训练中，策略熵（Policy Entropy）在早期阶段急剧下降至接近于零 。

探索能力减弱 (Diminished Exploration): 模型变得“过度自信”，停止探索新的、可能有价值的推理路径 。

性能饱和 (Performance Saturation): 模型性能（如下游任务准确率）迅速达到一个平台期，无法进一步提升 。

超过95%的熵消耗和性能提升发生在训练的极早期
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性能 (R) 和熵 (H) 之间的关系不是随机的，而是高度可预测的

论文发现它们的关系可以通过一个简单的指数函数来拟合： 

当熵耗尽 (H→0) 时，性能的理论上限是可预测的 (R=−a+b) 。

可预测性: 可以在训练早期（高熵时）预测训练后期（低熵时）的最终性能 。

RL 训练过程只是在以一种预定的方式“用熵换取性能” 。

这个定律在Qwen2.5, Mistral, LLaMA等不同模型家族和不同大小上都成立
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为什么熵会单调递减？

分析了Softmax策略（LLM）的熵变化。发现熵的一步变化（ΔH）与动作对数概率和logits变化（Δz）的协方差成
负相关 。

在策略梯度和自然策略梯度算法中，logits的变化（Δz）又与其优势值 (Advantage A(s,a)) 成正比 。

最终机制:

直观解释:

• 高概率 + 高优势 动作 (Easy Win): Cov(⋅) 为正 ⟹ΔH 为负 ⟹ 熵减少 。

• 低概率 + 高优势 动作 (Rare Discovery): Cov(⋅) 为负 ⟹ΔH 为正 ⟹ 熵增加 。

现实: 训练中，模型不断利用“Easy Wins”，导致协方差持续为正，熵因此单调下降 。
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正则化防止熵崩溃

1. 最大熵RL (MaxEnt RL): 直接添加熵正则化项（即熵损失）

对超参极其敏感（容易导致熵爆炸或无效），且不提升性能 。
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正则化防止熵崩溃

2. 直接添加策略模型和参考模型的KL散度正则项
对超参极其敏感（容易导致熵爆炸或无效），且不提升性能 。
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抑制高协方差

论文的新思路: 既然问题出在“高协方差”上，那就直接控制它 。

分析发现 (Table 1)，极少数 (Top 0.02%) 的 "离群" Token 贡献了极高的协方差值，它们是导致崩溃的主因 。

1. Clip-Cov (裁剪协方差):

机制: 识别高协方差的 Token。

        操作: 随机选择其中一小部分 (r)，并分离它们的梯度 (detach gradients) 。

2. KL-Cov (KL惩罚协方差):

机制: 识别协方差最高的 Top-k% 的 Token 。

操作: 仅对这些 Token 施加 KL 散度惩罚（使其与旧策略保持一致）。
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实验结果

我们的方法有效保持了探索性。
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总结

1: 熵崩溃是真实存在的。 在LLM的RL训练中，策略熵会迅速崩溃，导致性能饱和，这是扩展RL的
主要障碍 。

2: 性能与熵的交换是可预测的。 性能与熵遵循R = −𝑎𝑒𝑥𝑝𝐻 + 𝑏的规律，这揭示了一个可预测的“性
能天花板” 。

3: 协方差是entropy collapse问题的根源。 熵的下降是由 "高概率、高优势" 动作带来的正协方差驱
动的 。

4: 精准控制是关键。 通过 Clip-Cov 和 KL-Cov 直接抑制高协方差 Token，可以有效防止熵崩溃，实
现持续的性能提升，尤其对大模型效果显著 。
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Reasoning with Sampling: Your Base Model is Smarter Than You 
Think
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2.1 LLM 推理能力的提升
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•RL-post training (如 RLHF, RLVR) 是增强 LLM 推理能力的主流方法 (如 GRPO)。在数学 (MATH)、编程 

(HumanEval) 等领域取得显著性能提升。
•疑问：RL 增强的能力是全新的，还是仅仅对基模型已有能力的“分布锐化” (Distribution Sharpening)？
•RL后训练在单次（single-shot）任务上表现好，但可能牺牲多样本（multi-shot / pass@k）多样性。



思想自由 兼容并包 < 12 >

2.1幂采样 (Power Sampling)

•分布锐化: 提升高似然度序列的相对权重，抑制低似然度序列。

•如果RL模型只是基模型的“锐化”版本，我们可以通过显式指定一个锐化后的目标采样分布来实现相同的效果。

低温度采样：

幂采样：



思想自由 兼容并包 < 13 >

幂分布采样不等于低温采样

•低温度采样 (Low-Temperature Sampling): 在每一步条件分布上指数化 。
• 幂采样考虑了未来路径的整体锐化 (Sum of Exponents)。
• 低温度采样是“贪婪”的，忽略了未来路径的指数锐化 (Exponent of Sums)。
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幂采样算法：MCMC (Metropolis-Hastings)

由于p𝛼是无法归一化的，无法直接采样，因此采用 MCMC (Metropolis-Hastings) 算法近似采样。
分成B块逐段完成
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单样本准确率 (Single-Shot Accuracy)

•Baselines: Base Model (基模型), GRPO (RL 基线), Low-temperature, Ours (Power Sampling)。
•结论: 纯采样方法在不训练的情况下，成功激发了与 SOTA RLVR 相当的单样本推理能力。
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多样性

• GRPO 样本高度集中于基模型的最高似然度/置信度峰值。
• 幂采样成功地从比基模型高、但比 GRPO 广的区域采样，符合其目标分布。
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多样性

•GRPO 表现出多样性崩溃，Pass@k 曲线很快趋平。
• 幂采样的 Pass@k 曲线明显优于 GRPO。
• 幂采样在实现高单样本性能的同时，避免了多样性崩溃。

• 幂采样在高似然度区域仍保留了可观的分布广度，而 GRPO 则过度集中于最高峰值。
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超参数的影响
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总结

• 基模型在采样阶段的能力被低估，纯采样可以媲美 RLVR。

•训练无关、数据集无关、无需额外的Verifier。

•局限性: 1. 以增加推理时计算量为代价来提升性能。
2. 测试模型不足，且规模较小


