


引言和动机

• 大型语言模型 (LLM) 虽然能力强
大，然而，“幻觉”问题是其安全
部署和应用的主要障碍。

• “幻觉”检测的传统方法：依赖现
有的大模型的嵌入层表示，对事
实和幻觉进行分类。
• 局限性：

• 当前预训练大模型是自回归的，
更关注输出的连贯性和语法的正
确性，而不是事实的准确性。

• 因此，可能大模型的内在表征不
能提供一个关于事实和幻觉内容
的清晰分界。



引言和动机

微调（Fine-tuning）的缺陷：
• 计算成本高昂
• 会改变模型原有参数，可能影响其通用能

力

本文提出一种高效、轻量级且不改变模型参数的
幻觉检测方法，Truthfulness Separator Vector
（TSV）。

• TSV是一个可学习、轻量级的引导向量
• 核心机制：“引导”潜空间。

• 在推理时将TSV注入LLM的中间层激
活。

• 重塑LLM的表示空间，以增强真实输
出和幻觉输出之间的可分离性。

• 无需修改LLM的原始参数。



TSV如何训练？

面临的挑战：大规模、高质量的幻觉标注数据稀缺且昂贵

解决方案：两阶段训练框架
1. 第一阶段：基于少量“范例集”的初始训练 (有监督)
2. 第二阶段：利用无标签数据进行增强训练 (半监督思想)



第一阶段：初始训练 (利用少量有标签范
例)
• 输入： 一个小的“范例集”(D𝐸)，包含少量已标注的真实/幻觉样本 

(论文中TruthfulQA仅用N=32个样本)。

• 操作：
• 将TSV向量𝑣添加到LLM的中间层𝑙的潜状态 ℎ𝑙← ℎ𝑙 + λ𝑣。
• λ是控制干预强度的超参数。

• 训练目标：
• 通过最大似然估计 (MLE)，使得引导后的嵌入在各自类别（真实/幻觉）
内形成紧凑的簇，并使不同类别间的簇尽可能分离。



第一阶段：初始训练 (利用少量有标签范
例)
• 目标函数：

• The last-token embedding at the final layer after applying TSV

• The class conditional probability is given by,

• 类别原型 (𝜇c) 更新： 使用指数移动平均 (EMA) 更新代表真实和
幻觉的类别中心。



第二阶段：增强训练 (利用无标签数据)
• 动机： 充分利用大量易于获取的无标签LLM生成内容，以弥补标注数据的不足，提升模型
泛化能力。

• 核心步骤：

1. 伪标签分配 (Pseudo-labeling)：
• 针对无标签数据集 (D𝑈)。
• 采用基于最优传输 (Optimal Transport, OT)的算法为无标签样本分配“真实”或“幻觉”的伪标签。

2.      高置信度数据选择 (Confident Data Selection)：
• 并非所有伪标签都是可靠的。
• 通过计算经过第一阶段训练得到的模型的预测与所分配伪标签之间的不确定性 (如交叉熵)，筛选出置

信度最高的K个伪标签样本 (D𝑆)。

3.      范例集增强与再训练：
• 将筛选出的高置信度伪标签样本D𝑆加入到初始的范例集D𝐸中。
• 使用增强后的数据集对TSV进行重新训练。



推理时幻觉检测
• 过程：

• 输入一个待检测的LLM生成内容。
• 同样将训练好的TSV向量𝑣应用于LLM的中间层。

• 提取经过TSV引导后的最终层Token嵌入 𝑟𝑡𝑒𝑠𝑡
𝑣 。

• 计算该嵌入与已学习到的“真实”类别原型 𝜇𝑡𝑟𝑢𝑡ℎ𝑓𝑢𝑙和“幻觉”类别原型
𝜇ℎ𝑎𝑙𝑙𝑢𝑐𝑖𝑛𝑎𝑡𝑒𝑑的相似度。

• 真实性得分 𝑺(𝒙′)：
• 基于与“真实”类别原型的相似度（归一化概率）来定义。



推理时幻觉检测

• 真实性得分 𝑺(𝒙′)：
• 基于与“真实”类别原型的相似度（归一化概率）来定义。

• 分类： 根据真实性得分是否高于某个阈值𝜁来判断输出是真实的还是
幻觉。

• 灵活性： 移除TSV向量，LLM即可恢复其原始生成能力。



实验设置

• 数据集：
• TruthfulQA，TriviaQA，NQ Open，SciQ

• 模型：
• LLaMA-3.1-8B & 70B，Qwen-2.5-7B & 14B

• 基线方法：
• Logit-based, Consistency-based, Verbalized, Internal state-based (CCS, 

HaloScope, SAPLMA)

• 评估指标：AUROC (Area Under the Receiver Operating 
Characteristic curve)



Evaluation

1. 将模型的生成输出视为真实的条件是：该输出与参考答案之间
的相似度分数大于一个预定义的阈值
• 本文使用BLEURT度量相似度，当其大于0.5时，认为答案为真

2. 基于大语言模型作为裁判，本文中额外用GPT-4o作为裁判来判
断模型生成的答案是否真实。让其评判模型生成回答和给定的
标准答案在语义上是否等价。



主要实验结果 (1) - 性能对比



主要实验结果 (2) - 消融研究与分析

• TSV引导位置的影响：



主要实验结果 (2) - 消融研究与分析

• 引导强度（Steering strength）的影响：



主要实验结果 (2) - 消融研究与分析

• 范例集的大小（N）的影响：



主要实验结果 (2) - 消融研究与分析

泛化能力：

• 在一个数据集上训练的TSV，能较好地泛化到其他未见过的数据
集上，表现出良好的迁移性。



主要实验结果 (2) - 消融研究与分析

组件分析（Component analysis）：

• 每个部分（TSV、IT、AT）对于最终的效果都是有影响的，其中
TSV本身的影响是最大的



Computational efficiency of TSV



总结与贡献

• 核心贡献：
• TSV是一种轻量级、即插即用的引导向量，无需改变模型参数。

• 结合少量有标签范例和大量无标签数据（通过最优传输进行伪标签和高
置信度筛选）进行训练，就能达到全监督方法的效果。

• 计算成本很低，泛化性良好。



Limitations and future work

• 细粒度幻觉检测：
• 当前工作主要关注句子级别的幻觉。
• 未来可以探索将TSV应用于更细粒度的Token或短语级别的幻觉定位。

• 长文本问答：
• 当前实验主要基于短格式问答。

• 可以将长文本分解为多个短问答对，再应用TSV进行检测
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