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Key idea Catastrophic Forgetting VS  Plasticity

Catastrophic Forgetting：lose previously learned knowledge
Plasticity ： ability to adapt

Imagenet上
5k个2分类

Convolutional
network



Phenomenon CIFAR-100，每次增加五个类别，和旧类别一起训，使用18层的ResNet

1. 图b纵坐标为相对于从
scratch训的准确率

2. 图c纵坐标为不活跃单元的
比例

3. 图d纵坐标为稳定秩
（Stable rank）

1. 网络学不动了，不活跃比
例越来越高

2. 学习力/多样性越来越低

Coling的观点，rank越低越好
� 每个任务使用不同的lora进行cl
� 每个lora的rank都很低
� 碰撞低，遗忘率低

这篇的观点， rank越高越好
� 在同一个网络进行cl
� 总网络的rank越高，plasticity越好

我们认为网络的rank是网络学到任务
所用的子空间数，这篇认为是网络
剩余的子空间数



Phenomenon

� 蚂蚁机器人任务，让机器人尽可能快速、有效地向前移动，摩擦系数会随时间变化
� 纵坐标为Reward per episode
� 标准的PPO和Tuned PPO在摩擦系数变化时表现出较大波动



Phenomenon

� 将摩擦系数保持在一个中间值，持
续5000万步

� 图a: Reward per episode
� 图b: Stable rank of the 

representation
� 图c: Dormant units
� 图d: Average weight magnitude

1. 非增⻓性的权重
2. 网络中的持续变化

较小的权重可以减少可塑性丧失，持
续的变化注入进一步减轻了可塑性丧
失



Method

Contribution utility
� reinitialize low-utility units
� the product of units’ activation and outgoing weight
� 历史Contribution utility +当前Contribution utility

� 第 l 层中第 i 个单元在时间 t 的Contribution utility
衰减率（decay rate）

�,�,� 第 l层中第i 个单元在时间步t 的输出激活值
�,�,�,� 第 i 个单元的输出权重总和，连接到第 l+1 层的所有单元

Selective Reinitialization
1. output weights are initialized to zero
2. threshold m ：为了防止某些单元在重新初始化后再次被初始化, 一个单元需要经历 m次更新后才会被视

为“成熟”
3. replacement rate ρ : 每次更新只会重新初始化网络中一小部分单元，非常小，每层每200次更新才更新

一个单元



Method

对于每一层：
1. 计算每一层的 �
2. 找到成熟的单元（更新次数 > m）
3. 用replacement rate ρ 计算更新单

元数量
1. 找到 �最小的单元
2. 初始化输入权重，对该单元的

输入权重重新采样
3. 初始化输入权重，对该单元的

输出权重设定为0
4. 要更新单元数 -1



Further analysis

� Permuted MNIST
� 通过对MNIST图片像素进行相同的随机置换

� 生成了800个不同的Permuted MNIST任务
� 全连接神经网络

� 存在可塑性丧失
� 学习率
� 网络规模
� 任务变化速率

� 在训练过程中，改变的只有模型
权重，初始随机分布具备许多促
进可塑性的属性
� 未饱和的权重单元
� 权重幅值
� 权重多样性

� 对应三个指标
� Percent of dead units
� Weight magnitude [1]
� Effective rank [2][3]

[1]Convex Optimization (Cambridge Univ. Press, 2004).

[2] On the origin of implicit regularization in 
stochastic gradient descent. (ICLR, 2021).
[3] Implicit regularization in deep learning may 
not be explainable by norms. (NIPS 2020).



Further analysis

� L2-regularization (紫色): 权重幅值不再增⻓，但是dead units的比例仍在增加，有效秩仍在下降
� Shrink and Perturb(⻩色)：与L2-regularization类似， Shrink可以通过噪声注入随机性， Perturb可以控制

权重幅值，看似很完美，但是效果没有他的好
� Dropout(粉色)，Online norm(绿色)，Adam(淡蓝色) 都不如他的(深蓝色)

他的参数敏感好



Disscussion

文章定义的Contribution utility 太简单了？
� 激活值和输出权重的乘积 而且只考虑了输入输出
� 考虑给定unit对整体表示函数的影响？ ([4]后续讲) 从损失函数反向传播考虑？或者传统网络剪枝有很多

idea，能否复用？

重新初始化方式？
� 输入权重重新采样，输出权重为0
� 和彩票假说的方式不同([5]后续讲)，是否存在更好的重新初始化方式？传统动态稀疏训练中有没有更好的

idea?

从和彩票假说关系？
� 有效秩会随着训练减少 == 比原始网络具有更少的随机性和多样性 == “中奖票”更少 == 可塑性丧失？
� 子网络可能逐渐被“固化”在之前任务上，不再具备对新任务的敏感性，彩票少了，网络中能够有效学习新

任务的子网络越来越少，导致网络逐渐失去了处理新任务的能力

[4] Addressing Loss of Plasticity and Catastrophic Forgetting in Continual Learning(iclr24)
[5]The lottery ticket hypothesis: Finding sparse, trainable neural networks (Iclr 2019 oral )



Disscussion

L2正则和L1正则？为什么用L2不用L1?
� 在减少权重幅度上和秩，l1也可以(coling)，为什么本文用L2不用L1，之前投稿的用不用也补L2的实验？
� 在Pre-train上有和投稿那篇非常相似的文章，也使用了L1正则，也可以从彩票假设上解释([6]后续讲) ？
� coling那篇，不断的加lora，按照这篇的理论，相当于在低秩的低秩的(low-rank-lora)空间内为每一个任务找到

不同的彩票(orthogonal and non-collision)

LLM上也存在类似现象吗? PEFT上怎么玩？
� Llm也用基于梯度的优化，参数也会固化，难以调整
� 但是参数空间极大，怎么验证？(做几千次训练不现实)
� 在LoRA上？

[6] Finding the Dominant Winning Ticket in Pre-Trained Language Models(ACL 2022)



Addressing Loss of Plasticity and Catastrophic Forgetting 
in Continual Learning

Iclr 2024
Cite:6
6663



Method

Useful units
 样本
�,�,� 第 l 层中第 i 行，第j列权重的Useful units

� 某个特定的权重被移除或置为0时，模型损失的精确变化
� 计算模型的反事实损失（将权重设为0后的损失）减去当前模型的实际损失

� 第一项：权重W�,�,�
对损失的线性影响

� 第二项：权重W�,�,�
对对损失的二次影
响，可以近似计算

属于之前提到的Shrink and Perturb方式，
用这个方式来更新梯度



Method

计算Useful units
并衰减

从后往前进行
Shrink and Perturb

提出了度量Plasticity的Metric

� 푊′ 是更新后的权重， 푊 是原本的权重
� p(Z) = 0：更新后损失无变化，模型没有任何进步，

（低可塑性）
� p(Z) = 1：更新后损失极小，对样本 Z 完全更新并提

升了预测能力（高可塑性）



The lottery ticket hypothesis: 
Finding sparse, trainable neural networks

Iclr 2019 oral
Cite: 3918



Method

� 网络修剪之后，剩余的节点使用初始化权重，而不是重新随机化权重。（单靠网络
结构是不能表明这种假设的的有效性的，还需要初始化的参数）
� 从一开始训练一个已经剪枝的网络，效果通常不如剪枝后重置初始权重再重新

训练，因为剪枝后的网络需要与初始权重的幸运初始化相结合才能有效训练。
� 密集网络比稀疏网络更容易训练，包含更多可能的“中奖票”



Finding the Dominant Winning Ticket 
in Pre-Trained Language Models

ACL 2022
Cite:8



Method

� 在Robert-large上进行的
� 使用L1后，选择那些彩票的维度作为彩票子网络，彩票子网络具有相似性
� 只用在剪枝微调上，没有拓展到CL



Method


