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Background and Motivation

LLMs如何通过ICL来提升它们理解和生成文本的能力。
LLMs可以在给定适当上下文的情况下生成有意义和相关
的文本。这些模型通常需要大量的数据来训练，而且不
总是能够充分理解上下文中提供的信息是如何影响输出
的。

1.资源效率：希望找到更有效率的方法来利用上下文信息，
减少资源消耗。
2.上下文利用：当前LLMs对上下文信息的利用还不够充分。
3. 学习过程的优化：模型的学习过程有改进的空间，特别是
在如何从示例中学习和提取有用信息的方面。



Method

作者利用显著性分数来揭示GPT模型
中标记之间注意力交互的内在模式

这三个指标用来评估模型中
不同类型信息流动的强度和
重要性。S_wp 评估了输入文
本到标签词的信息聚合程度，
S_pq 评估了标签词对最终决
策的影响程度，而 S_ww 提
供了一个除去上述两种特定
信息流动的全局信息流动的
基准



Method
验证信息聚合在ICL中的角色，特别是在模型浅层中标签词的作用。目
的是展示当阻止了标签词从文本中获取信息时，模型行为的变化。

Shallow Layers: Information Aggregation

阻断信息流:通过操纵注意力矩阵 A,阻断到标签词的
信息流 。将注意力矩阵 A 的第 l 层中，标签词 p 位置
之前的所有位置 i 的注意力值设置为0，A(p,i) 对于所
有 i<p。在第 l 层中，标签词无法从先前的文本中聚合
信息

当在模型的前5层隔离标签词时，模型输出的
一致性显著下降，这表明浅层的信息聚合对模
型预测非常重要。相比之下，隔离后5层的标
签词或随机隔离非标签词对模型预测的影响较
小。这进一步证实了标签词在浅层中作为信息
聚合锚点的作用。



Method

验证信息聚合在ICL中的角色，特别是在模型浅层
中标签词的作用。目的是展示当阻止了标签词从
文本中获取信息时，模型行为的变化。

Deep Layers: Information Extraction

对最后结果的影响

量化直到第 l 层为止所有层对模型预测的累积贡献



Method Applications of Our Anchor-Based Understanding

Anchor Re-weighting:提高ICL的准确性



Method Applications of Our Anchor-Based Understanding

Anchor-Only Context Compression: ，模型推理时会生成一系列隐藏状态，每个状态对应于输入文本中的一个词。通常
情况下，模型在生成文本或推理时，会考虑所有隐藏状态。
只考虑与“锚点”相关的隐藏状态，而不是全部状态。在进行推理时只需要处理这些锚点对应的状态，加快推理速度。



Method Anchor Distances for Error Diagnosis
用于诊断ICL错误的方法，是通过检查注意力
模块中对应于标签词的关键向量之间的距离

用了类似主成分分析（PCA）的方法来从
键向量中提取与最大变异量对应的成分



When Do Prompting and Prefix-Tuning Work? 
A Theory of Capabilities and Limitations
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Background and Motivation

fine-tuning, soft prompt and prefix-tuning 
motivations, abilities and limitations



Method

Soft prompt和prefix turning是由embedding space的广度激发的，这个空间比单个token
的可能完成项的空间要大。其成功的原因，主要归因于embedding space的容量大于固
定token空间的容量。嵌入空间是不可数无限的，相比之下，token空间是有限的。

V是词汇表的大小
N代表生成序列的长度

有一个简单的自回归模型，它的词汇表大小是V，其中包含了如 “apple”, “banana”, 
“cherry” 等词汇。如果我们只改变序列的第一个词（第一个系统token _S1 ），并且这
个词从词汇表中选取，那么整个序列的变化只能基于这个第一个词的选择。如果模
型决定在 "apple" 之后总是跟着 "is red"，那么每次选择 "apple" 作为第一个词时，生
成的序列就总会是 "apple is red"。既然我们只能从V个词汇中选择第一个词，模型最
多只能生成V种不同的序列。



Method

定理1说明了使用单一virtual token的transformer模型在理论上具有强大的生成能力，
即使在条件生成的场景下，这个能力仍然非常强大，能够映射出复杂的输入到输出
序列的关系。

定理2扩展了定理1的概念。不仅是对于单个响应token，而且对于更长的响应序列，通过
增加soft prompt的长度来增加用户输入的长度， soft prompt显示出更大的表现力。

这部分的结论是soft prompt和
prefix turning具有比传统
prompt更大的表现力。

尽管可以用virtual token完全
决定从用户输入到模型响应
的映射，这可能给人一种错
觉，认为soft prompt的能力与
full fine-tuning一样强大。

但是。 soft prompt和full fine-
tuning存在结构上的限制，它
们无法促进学习一个全新任
务的能力。接下来的部分将
阐明差异。



Method

前缀调整相对于
完整微调，它只
能在模型现有的
注意力框架内引
入偏差，而不能
创建新的注意力
模式，只能在原
有的注意力模式
上加权或减权



Method

Longer prefixes define 
larger subspaces for the 
bias but are not fully 
utilized in practice
有更长的前缀和偏置空间: 
更长的前缀会定义更大的
偏置空间，但实际上并未
完全利用。偏置空间并不
是被前缀完全占据的。尽
管理论上前缀可以定义一
个很大的空间，实际中前
缀的注意力分布并不依赖
于输入内容，它们主要作
为偏置存在



Method

Prefix-tuning cannot learn a new task requiring a different attention pattern，
prefix-tuning indeed cannot learn a new task if it requires new attention patterns. 



Method

Prefix-tuning can elicit a skill from the pretrained model.



Prefix-Tuning: Optimizing Continuous Prompts for Generation

Hard prompts made easy:
Gradient-based discrete optimization for prompt tuning and discovery
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Background and Motivation

Hard prompts can be automatically discovered that are effective 
in tuning LMs for classification.

黑盒prompt 优化


