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Prefix-Tuning: Optimizing Continuous Prompts for Generation

Prefix-Tuning: Optimizing Continuous Prompts for Generation

论文链接：https://arxiv.org/pdf/2101.00190.pdf

代码链接：https://github.com/XiangLi1999/PrefixTuning



Background and Motivation

大型预训练模型的训练成本非常高
1. Fine-tuning：是一种常用的策略，用于调整大型语言模型

以适应特定的下游任务，但这种方法通常涉及到对模型的
所有参数进行修改，这意味着对于每个不同的任务，都需
要保存一个调整后的模型副本，贵且浪费

2. Lightweight fine-tuning：固定住绝大部分的预训练参数，
修改预训练模型的小部分模块。该方法最困难的地方是识
别模块中高表现的部分以其需要调节的预训练参数。
（adapter-tuning，预训练语言模型的各层之间插入额外的
任务特定层）

从fine-turning角度出发的，本文提出了prefix-tunning,每个任务添加少量的任务特定的参数，并将这
些prefix直接加到模型输入的开始处，模型输入序列的一部分。（模块化的，可以避免数据交叉污染）

它不需要对大型Transformer模型的所有参数进行微调，对于每个新任务只需添加少量参数。与传统的微
调方法相比，prefix-tuning显著减少了每个任务所需的额外存储空间。



Problem Statement

主要考虑table-to-text任务和summarization任务（conditional generation），输入context x，输
出sequence of tokens y，基于Transformer架构的模型，用于预测条件生成任务中下一个token的概
率分布



Method



Experiments and results

Prefix-tuning能用更少的参数达到较有竞争力的结果。在Low-data阶段（训练样本
数较少）， prefix-tuning相比较fine-tuning更有优势。在Extrapolation方面，prefix-
tuning也比fine-tuning的表现更好,不同任务prefix长度也不是越长越好



Experiments and results

使用summarize和table-to-text激活效果最好。
1.最小值（箱子的下边界）：这是除去异常值外的最小BLEU分数。
2.下四分位数（箱子底部的边界）：表示所有数据中有25%的数据低于这个值。
3.中位数（箱子中间的线）：数据的中间值，意味着一半的数据分布在这个值以
上，另一半在这个值以下。
4.上四分位数（箱子顶部的边界）：表示所有数据中有25%的数据高于这个值。
5.最大值（箱子的上边界）：这是除去异常值外的最大BLEU分数。



GPT Understands, Too

GPT Understands, Too （P-Turning）

论文链接：https://arxiv.org/abs/2103.10385

代码链接：https://github.com/THUDM/P-tuning



Background and Motivation

Background
1. 通过给模型提供任务特定的prompt（离散的），可以进一步提升性能。然而，传统的方法经常面临稳定性问

题，微小的prompt变化可能导致性能显著下降。
1. 大模型的 Prompt 构造方式严重影响下游任务的效果
2. 人工设计的模版的变化特别敏感，加一个词或者少一个词，或者变动位置都会造成比较大的变化。

2. 近来的自动化搜索模版工作成本也比较高， 以前这种 离散化的 token 的搜索出来的结果可能并不是最优的。

Motivation
1. 是解决离散prompt的不稳定性，通过引入可训练的连续prompt（P-Tuning），设计了一种连续可微的

pseudo token（同Prefix-Tuning类似） 。
2. P-tuning重新审视了关于template的定义，放弃了“template由自然语言构成”这一常规要求，从而将

template的构建转化为连续参数优化问题

这篇文章是从prompt角度出发的，本质上来说，作者并不关心template长什么样，只需要知道
template由哪些token组成，该插入到哪里，插入后能不能完成下游任务，输出的候选空间是什
么。模版是不是自然语言组成的,根本没影响



Method

橙色的是prompt，蓝色的是输入的context,红色的是预测的。例子为：“The capital of 
Britain is [MASK]"，这里面，”The capital of ... is ...“是prompt，”Britain“是context，以
及[MASK]是目标

通过实验发现用一个prompt encoder来编码会收敛更快，效果更好。即用一个
LSTM+MLP去编码这些Pseudo Prompts以后，再输入到模型。



Experiments and results



Experiments and results

p-turning 对GPT增益极高。在相同参数规
模下，bert的在nlu任务上的效果，超过gpt
很多；但是在p-tuning下，gpt可以取得超
越bert的效果



P-Tuning v2: Prompt Tuning Can Be Comparable to Fine-tuning Across Scales and Tasks

P-Tuning v2: Prompt Tuning Can Be Comparable to 
Fine-tuning Across Scales and Tasks

论文链接：https://arxiv.org/pdf/2110.07602.pdf

代码链接：https://github.com/THUDM/P-tuning-v2



Background and Motivation

Background
1. Fine-tune LLM现在虽然可以为下游任务提供很好的表现，但是这个过程会受到算力、时间的限制，为

多个task同时储存它们各自的权重也是比较贵的事情
2. 以前关于Prompt-Tuning的工作(P-Tuning v1)小的预训练模型中表现不够理想,参数比较少的模型效果不

是很友好（10B以下）， 并且对hard sequence 的 labeling task 表现也不是很好。
3. 在V1 中在input的上做修改，作者认为着面临两个问题

1. 由于序列长度的限制，可调节的参数不多
2. 模型层数很多，随着层数的提升，这个prompt可能不会直接影响最重的结果。

Motivation
为了解决那三个问题，本文提出P-tuning-V2模型（对Prefix-tuning的扩展），发现稍微改进优化后的

prompt-tuning依然可以达到与传统Fine-tuning一样甚至更好的效果；提出Deep Prompt Tuning，进一步对
pseudo continuous embedding进行深度表征



Method

• 取消了reparamerization：对pseudo token，不再使用BiLSTM或MLP进行表征，直接对pseudo token对应的
深层模型的参数进行微调。（对于NLU任务，文章发现这个技术的结果依赖任务和数据集）

• Prompt Length：作者认为数据prompt的长度与任务的复杂度有关，复杂一些的任务可能需要更多的token
• 比如简单的分类喜欢小于20的Prompts,困难的序列标注问题喜欢较长的Prompts(大约100)

• Multi-task Learning：基于多任务数据集的Prompt进行预训练，然后再适配的下游任务
• Classification Head: 可以在[CLS]部分输出sentence-level class，以及每个token位置上输出token-level class。

• 在tokens上应用一个随机初始化的[CLS]，类似于Bert中的处理方式。这种[CLS]直接对tokens进行分类，而
不是依赖于一个verbalizer将模型的输出映射到预定的词汇上。这样的设计允许模型直接为序列标注任务产
生预测，而不必依赖于额外的verbalizer步骤。

P-tuning-V2不是一个新的方法，是一个优化和改良的Prefix-tuning版本。



Method

• 技术上区别：P-tuning-v2把重参数化去掉了。
而Prefix-tuning是有mlp进行转换，再输入
到模型中。

• 模型和任务不一样：Prefix-tuning主要着重
在decoder only和encoder-decoder在文本生
成任务中。P-tuning-v2则是不限于生成任务，
是应用在所有nlp任务中（包括nlu和nlg）

Some datasets (like RTE and CoNLL04) see consistent improvement 
with the use of MLP for reparameterization, other datasets (like 
BoolQ and CoNLL12) do not benefit as much, and the use of MLP 
could even lead to worse performance.



Experiments and results

在小于10B的模
型上，P-tuning 
v2明显超过了P-
tuning，并与微
调的性能相符。



Experiments and results

这两幅图表展示了P-tuning v2在不同的prompt添加深度对于两个不同任务(a) RTE (Recognizing 
Textual Entailment）和(b) BoolQ （Boolean Questions)的影响。
• 横轴的“ascend_order”表示添加prompts的顺序是递增的，也就是说，从较浅的层开始添加
• “descend_order”表示添加prompts的顺序是递减的，即从模型的较深层开始添加
• 递减顺序添加prompts（也就是在模型的后面几层添加）普遍比递增顺序添加（从模型的前面几层开始

添加）效果要好。
• 对于RTE任务（图(a)），即使只在最后几层添加prompts（例如17-24），性能也非常接近于在所有层

添加prompts的性能
• 对对于BQ，性能的提升随着添加prompts的层数的增多而增加



Visual Prompt Tuning

Visual Prompt Tuning

论文链接： https://arxiv.org/abs/2203.12119

代码链接： https://github.com/kmnp/vpt



Background and Motivation

Nlp的transformer有Prompt-turning，CV的ViT有吗？有效吗？Visual Prompt Tuning保持了
模型的大部分结构不变，从而减少了所需的计算资源，并且可以使模型更容易地适应多种
不同的任务。

将 NLP prompt的效率带入计算机视觉领域。VPT 的性能优于完全微调，并且是使大型视觉
主干适应新任务的最有效方法之一，同时使用更少的模型参数并降低每个任务的存储成本。



Method

VPT的做法很直观，在embedded 
space中加入可学习的提示向量P，
并冻结其余Encoder层。在训练时，
只更新提示向量和分类头Head。 VPT Deep: 每一层encoder的输入中都加入提示向量

VPT Shallow :仅在第一层encoder中加入提示向量



Experiments and results

横坐标是数据集规模,参数量
Tunable parameters 和 backbone 
参数量的比，和prompt长度



“Prepend (default)”在这三种数据集类型上通常能提供最好
的性能。这可能意味着对于这个特定的模型和任务，将额
外的prompt作为输入序列的前缀是一个有效的策略。



Cutting Down on Prompts and Parameters: Simple Few-Shot Learning 
with Language Models

Cutting Down on Prompts and Parameters: Simple 
Few-Shot Learning with Language Models

论文链接：https://arxiv.org/pdf/2101.00190.pdf

代码链接：https://github.com/XiangLi1999/PrefixTuning



Background and Motivation

手动好的 prompt 的设计依赖人类直觉，即费时费力又难以复制；之前也出现了很多自
动设计 prompt 的工作，但是这又引入了 prompt 自身的复杂性，比如需要大型生成模
型。因此作者认为人工设计也是完全可以避免的，想找一个简单粗暴的方法。

采用了一种极其简单粗暴的方法，直接将 [MASK] 添加在
输入的末端，作为 prompt 模板。



Experiments and results

Null prompts are Competitive ，这也证明了 prompt 是有效的。
而尽管人工精心设计的 prompt 依然是效果最好的，作者推荐使用 Null prompts，因为更简单，效果也
不错。




